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本堂课⼤纲

Ø 降阶模型算法

Ø 本征正交分解（Proper Orthogonal Decomposition）

- 直接分解⽅法
- 奇异值分解

Ø 降阶模型实例



𝑑𝒖
𝑑𝑡

= 𝑓(𝒖(𝑡), 𝑡, 𝑥)
其中 𝒖 𝑡 ∈ 𝑅!是状态变量
𝒖 0 = 𝒖"是初始条件
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解的近似

Ø 常微分⽅程(ODE)

Ø 输出

𝑦(𝑡) = 𝑔(𝒖(𝑡), 𝑡)



𝑑
𝑑𝑡

𝑉𝑞 𝑡 = 𝑓 𝑉𝑞 𝑡 , 𝑡, 𝑥 + 𝑟(𝑡)

由于基底𝑉并不依赖于时间

𝑉
𝑑
𝑑𝑡

𝑞 𝑡 = 𝑓 𝑉𝑞 𝑡 , 𝑡, 𝑥 + 𝑟(𝑡)
𝑦 𝑡 ≈ 𝑔(𝑉𝑞 𝑡 , 𝑡)

𝑁个微分⽅程组成的⼀组⽅程，其中涉及𝑘个未知函数

𝑞 𝑡 = [𝑞# 𝑡 , 𝑞$ 𝑡 ⋯⋯𝑞% 𝑡 ]

超定系统 𝑘 < 𝑁
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解的近似

Ø 降阶模型



固定初始条件 𝒖" ∈ 𝑅!

给定0 ≤ 𝑡 ≤ 𝑇的解𝒖&，本征正交分解⽅法寻求⼀个固定秩 𝑘 
的正交投影 𝛱',' 	，以最⼩化积分投影误差

𝐽 𝛱',' = ?
"

)
𝒖 𝑡 − Π','𝒖 𝑡 $

$
𝑑𝑡 = ?

"

)
ℰ'! 𝑡 $

$
𝑑𝑡
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本征正交分解⽅法

Ø 本征正交分解(Proper Orthogonal Decomposition, POD)
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定义对称正定矩阵C𝐾 ∈ 𝑅!×!

C𝐾 = ?
"

+
𝑢 𝑡 𝑢 𝑡 )𝑑𝑡

C𝐾的特征值为 F𝜆# ≥ F𝜆$ ≥ ⋯ ≥ F𝜆! ≥ 0, 对应的特征向量为
I𝜙, ∈ 𝑅!，满⾜

C𝐾 I𝜙, = F𝜆, I𝜙,，𝑖 = 1,2,⋯ , 𝑁
假设 F𝜆% > F𝜆%-#，那么使𝐽 Π',' 达到最⼩值的⼦空间𝒱 =
range( I𝑉)，是矩阵C𝐾关于特征值 F𝜆#， F𝜆$，⋯， F𝜆%的不变
⼦空间。

本征正交分解

本征正交分解⽅法



⼀般情况，求解特征值问题 C𝐾 I𝜙, = F𝜆, I𝜙, 在计算上难以处理
- 矩阵C𝐾的维度𝑁通常很⼤
- 矩阵C𝐾通常是稠密矩阵

状态数据通常以离散的向量形式(snapshot)提供

{𝑢(𝑡,)},.#
!"#$%

在这种情况下 ∫"
+ 𝑢 𝑡 𝑢 𝑡 )𝑑𝑡可以利⽤数值积分规则进⾏

近似

?
"

)
𝑢 𝑡 𝑢 𝑡 )𝑑𝑡 ≈ X

,.#

!"#$%

𝛼,𝑢 𝑡, 𝑢 𝑡, )
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本征正交分解⽅法

Ø 求解特征值问题



定义快照(snapshot)矩阵𝑆 ∈ 𝑅!×!"#$%

𝑆 = 𝛼#𝑢 𝑡# ; 𝛼$𝑢 𝑡$ ; ⋯⋯ 𝛼!"#$%𝑢 𝑡!"#$%

那么
𝐾 = 𝑆𝑆)

⽬标：近似𝐾的前𝑘个特征值和特征向量。
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本征正交分解⽅法

Ø 求解特征值问题



定义 𝑅 = 𝑆)𝑆 ∈ 𝑅!"#$%×!"#$% ，假设 𝑅𝑎𝑛𝑘 𝑅 = 𝑟 ≤ 𝑁/012 ，
求解特征值问题有

𝑅𝜓, = 𝜆,𝜓, 𝑖 = 1,2,⋯ 𝑟
那么𝐾 = 𝑆𝑆)的前𝑟个特征向量满⾜

𝜙, =
1
𝜆,
𝑆𝜓,

复杂度：𝒪(𝑁/012$ 𝑁)
条件数（condition number）: cond 𝑅 ≈ cond 𝑆 $
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本征正交分解⽅法

Ø 求解特征值问题



给定矩阵 A ∈ 𝑅!×3，存在两个正交矩阵， 𝑈 ∈
𝑅!×! 𝑈𝑈) = 𝐼 ， 𝑉 ∈ 𝑅3×3 𝑉𝑉) = 𝐼 ，使得

𝐴 = 𝑈𝛴𝑉)
其中 Σ ∈ 𝑅3×! = diag{𝜎#, 𝜎$, ⋯ , 𝜎456 3,! } 是对⾓矩阵，
满⾜
𝜎# ≥ 𝜎$ ≥ ⋯ ≥ 𝜎456 3,! ≥ 0

那么{𝜎,},.#
456 3,! 是矩阵 𝐴 的奇异值，⽽ 𝑈 和 𝑉 的列分别是

𝐴 的左奇异向量和右奇异向量

𝑈 = 𝑢# 𝑢$⋯⋯ 𝑢! 𝑉 = [𝑣# 𝑣$ ⋯⋯𝑣!]
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奇异值分解

Ø 奇异值分解（Singular Value Decomposition, SVD）



Rank 𝐴 = 𝑟， 其中 𝑟 是最⼩⾮零奇异值的序号。
定义⾮零奇异值 𝛴7 = diag 𝜎#, 𝜎$, ⋯ , 𝜎7 的左、右奇异向量

𝑈7 = 𝑢# 𝑢$ ⋯⋯𝑢7 ， 𝑉7 = 𝑣# 𝑣$ ⋯⋯𝑣7
以及
𝑈!87 = 𝑢7-# 𝑢7-$⋯⋯𝑢! ，𝑉!87 = 𝑣7-# 𝑣7-$⋯⋯𝑣!

那么

𝐴 = 𝑈7𝛴7𝑉7) 𝐴 =X
,.#
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𝜎,𝑢,𝑣,)

range 𝐴 = range 𝑈7 ，range 𝐴) = range 𝑉7
ker 𝐴 = range 𝑈!87 ，ker 𝐴) = range 𝑉!87
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奇异值分解

Ø 奇异值分解的性质



给定

𝐴 = U7Σ9𝑉7) 𝐴 =X
,.#

7

𝜎,𝑢,𝑣,)

我们能得到𝐴𝐴)和𝐴)𝐴的特征值分解

𝐴𝐴) = 𝑈7𝛴7$𝑈7)，𝐴)𝐴 = 𝑉7𝛴7$𝑉7)

它们的⾮零特征值为𝜎#$, 𝜎$$, ⋯ , 𝜎7$
对应于𝐴𝐴)的特征向量为𝑈7 = 𝑢# 𝑢$ ⋯⋯ 𝑢7
对应于𝐴)𝐴的特征向量为𝑉7 = 𝑣# 𝑣$ ⋯⋯ 𝑣7
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奇异值分解

Ø 奇异值分解的性质
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给点矩阵𝐴 ∈ 𝑅!×3，以及𝑘 < 𝑟 = rank(𝐴)
min

9:6; < .%
𝐴 − 𝑋 $ = 𝜎%-# 𝐴 , 𝜎% 𝐴 > 𝜎%-# 𝐴

min
9:6; < .%

𝐴 − 𝑋 = =X𝜎, 𝐴 ,

其中𝑋 = ∑,.#7 𝜎,𝑢,𝑣,)

奇异值分解(Schmidt-Eckart-Young-Mirsky )

奇异值分解



给定快照(snapshot)矩阵𝑆 ∈ 𝑅!×!"#$%的奇异值分解
𝑆 = 𝑈7𝛴7𝑉7)

那么C𝐾的特征值分解满⾜
C𝐾 = 𝑆𝑆) = 𝑈7𝛴7$𝑈7)

正交投影：𝑉由𝑈7的前𝑘列组成

复杂度：𝒪(𝑁/012$ 𝑁)
条件数（condition number）: cond(𝑆)
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本征正交分解⽅法

Ø 奇异值分解的性质
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本堂课⼤纲

Ø 降阶模型算法

Ø 本征正交分解（Proper Orthogonal Decomposition）

- 直接分解⽅法
- 奇异值分解

Ø 降阶模型实例



ℇ>?@ 𝑘 代表由前𝑘个本征正交基向量捕获的快照的能量

ℇ>?@ 𝑘 =
∑,.#
% 𝜎,$ 𝑆

∑,.#7 𝜎,$ 𝑆
选取𝑘使得

1 − ℇ>?@ 𝑘 ≤ 𝜖
⽐如𝜖 = 0.1%
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算法：降阶模型维度选取

Ø 维度选取



奇异值分解：
𝑆 ∈ 𝑅!×!"#$%，𝑆 = 𝑈7𝛴7𝑉7)

𝑉由𝑈7的前𝑘列组成
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算法：降阶模型维度选取

Ø 本征正交分解

Ø 误差分析

ℰ = ℰ'! 𝑡 + ℰ' 𝑡
= (𝐼 − 𝛱',')𝑢 𝑡 + 𝑉(𝑉)𝑢 𝑡 − 𝑞(𝑡))

ℰ'! 𝑡# ℰ'! 𝑡$ ⋯ ℰ'! 𝑡!"#$% =
= X

,.%-#

7

𝜎,$(𝑆)

ℰ'! 𝑡# ℰ'! 𝑡$ ⋯ ℰ'! 𝑡!"#$% =

$

𝑢 𝑡# 𝑢 𝑡$ ⋯𝑢 𝑡!"#$% =

$ = 1 − ℇ>?@ 𝑘



- 快照矩阵：

𝑆 = span{𝑢(𝜇A)}A
!"#$%

𝑆 = span{𝑢 𝜇A , ∇B𝑢 𝜇A …… }A
!"#$%

- 参数选取：

随机选取

贪⼼法：从集合𝐷中选取后验误差最⼤的

𝜇, = argmaxB∈@ 𝑟(𝜇) = argmaxB∈@ 𝑓 𝑉𝑞(𝜇), 𝜇
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算法:快照矩阵的选取

Ø 含参数不含时问的偏微分⽅程问题𝑓 𝑢, 𝜇 = 0



随机选取 𝜇#
求解⾼维模型𝑓 𝑢(𝜇#), 𝜇# = 0

构建快照矩阵，以及相应的基底𝑉

循环 𝑖 = 2,3,⋯⋯

求解降阶模型： 𝜇, = 𝑎𝑟𝑔𝑚𝑎𝑥B∈@ 𝑓 𝑉𝑞(𝜇), 𝜇

求解⾼维模型： 𝑓 𝑢(𝜇,), 𝜇, = 0

拓展快照矩阵，以及相应的基底𝑉
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算法:快照矩阵的选取

Ø 参数选取



- 含参数且含时问题

𝑆 = span{𝑢(𝑡,; 𝜇A)},,A
!"#$%

𝑆 = span{𝑢 𝑡,; 𝜇A , ∇B𝑢 𝑡,; 𝜇A …… }A
!"#$%

- 参数选取：

随机选取

⽤贪⼼法从集合𝐷中选取后验误差最⼤

𝜇, = argmaxB∈@ ∫"
) 𝑉 D

D&
𝑞 𝜇 − 𝑓 𝑉𝑞 𝜇 , 𝜇

$
𝑑𝑡
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算法 : 快照矩阵的选取

Ø 快照（snapshot）矩阵的选取
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本堂课⼤纲

Ø 降阶模型算法

Ø 本征正交分解（Proper Orthogonal Decomposition）

- 直接分解⽅法
- 奇异值分解

Ø 降阶模型实例
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例⼦

Ø 对流扩散⽅程（𝑁 = 5402	）
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例⼦

Ø 特征向量
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例⼦

Ø 投影误差ℰ'!
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例⼦

Ø 降阶模型的解
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例⼦

Ø 降阶模型的解
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例⼦

Ø 降阶模型的解
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例⼦

Ø 降阶模型误差ℰ'和投影误差ℰ'!


